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РЕКУРЕНТНИЙ АНАЛIЗ САМОПОДIБНИХ ЧАСОВИХ РЯДIВ

У роботi дослiджено метод аналiзу складностi динамiки часових рядiв - побудову
рекурентних дiаграм. Проведено порiвняльний аналiз для самоподiбних стохастичних
реалiзацiй в залежностi вiд значень показника Херста. Запропоновано метод побудови
кольорових рекурентних дiаграм для вiзуалiзацiї динамiки часових рядiв. Проведе-
на класифiкацiя часових рядiв на основi їх рекурентних дiаграм. Для класифiкацiї
застосовано залишкову нейронну мережу. Експериментально пiдтверджено, що вико-
ристання кольорових дiаграм значно покращує точнiсть класифiкацiї. Таким чином
доведено, що кольоровi рекурентнi дiаграми разом з залишковими нейронними мере-
жами є потужним iнструментом для класифiкацiї та аналiзу самоподiбних часових
рядiв.

Ключовi слова: рекурентний аналiз, рекурентнi дiаграми, показник Херста, зали-
шковi нейроннi мережi, класифiкацiя часових рядiв.

1. Вступ. Бiльшiсть динамiчних систем є "складними системамищо перед-
бачає багатоґранну структуру з нелiнiйним зворотнiм зв’язком. До них вiд-
носяться процеси, притаманнi людському органiзму та природi, iнформацiйнi,
фiзичнi, технiчнi та соцiальнi процеси. На практицi вони представленi часо-
вими рядами (ЧР), якi є певною проекцiєю внутрiшнiх та зовнiшнiх зв’язкiв
динамiчної системи. Однiєю з вiдображень складностi динамiки системи є її
фрактальна структура.

На даний момент стало загальноприйнятим, що багато ЧР мають довготри-
валу залежнiсть та фрактальнi властивостi. Прикладами таких часових рядiв є
медичнi та бiологiчнi сигнали, фiнансовi ряди, геофiзичнi та геохiмiчнi сигнали,
а також iнформацiйнi трафiки. Фрактальний аналiз знаходить все бiльше пра-
ктичного застосування для дослiдження та прогнозування ЧР, проте фракталь-
нi характеристики далеко не повнiстю вiдображають всю складнiсть динамiки
системи.

Вiдносно новим методом дослiдження складностi динамiки систем є побу-
дова рекурентних дiаграм (РД). Рекурентний аналiз ґрунтується на фундамен-
тальнiй властивостi дисипативних динамiчних систем - рекурентностi (повто-
рюваностi станiв). Цей метод аналiзу, ґрунтований на представленнi властиво-
стей процесiв у виглядi геометричних структур, є iнструментом для виявлення
прихованих залежностей в спостережуваних ЧР. Початково запропонованi в
[1] методи рекурентного аналiзу дозволяють працювати з рядами рiзних ти-
пiв. Крiм того, перевага використовуваного графiчного iнструменту полягає
в тому, що вiн дозволяє дослiджувати n-мiрну траєкторiю фазового простору
за допомогою двовимiрного представлення його рекурентностi i, отже, наочно
представляти динамiчну картину в цiлому.
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Протягом останнiх рокiв метод РД знайшов широке застосування для ана-
лiзу стохастичних часових рядiв рiзної природи [2]. Були розробленi кiлькiснi
мiри складностi структур РД [3, 4]. Особлива увага придiлялась хаотичним ЧР,
складним коливальним процесам, шумованим ЧР та iн. [6–9]. Однак досi недо-
статньо уваги було придiлено характерним особливостям рекурентного аналiзу
фрактальних ЧР.

Метою представленої роботи є проведення порiвняльного рекурентного ана-
лiзу самоподiбних стохастичних реалiзацiй та застосування машинного навча-
ння для класифiкацiї рекурентних дiаграмм.

2. Рекурентний аналiз. Основна iдея застосування методiв нелiнiйної
динамiки до аналiзу траєкторiї динамiчної системи полягає в тому, що основна
структура, яка мiстить всю iнформацiю про систему, а саме, атрактор системи,
може бути вiдновлена за допомогою вимiрювання лише одного компонента цiєї
системи [10–11]. Широко використовувана процедура Паккарда-Такенса дозво-
ляє вiдновити фазову траєкторiю динамiчної системи за однiєю реалiзацiєю:

𝐹 (𝑡) = [𝑥 (𝑡) , 𝑥 (𝑡+ 𝜏) , . . . , 𝑥 (𝑡+𝑚𝜏)], (1)

де: 𝐹 (𝑡) — 𝑚-мiрний псевдофазовий простiр. 𝑥(𝑡) — часова реалiзацiя системи,
𝜏 — перiод запiзнення.

Рекурентна дiаграма є проекцiєю 𝑚-мiрного псевдофазового простору на
площину. Нехай точка 𝑥𝑖 вiдповiдає точцi фазової траєкторiї 𝑥(𝑡), що описує
динамiчну систему в m-мiрному просторi в момент часу 𝑡 = 𝑖, для 𝑖 = 1, . . . , 𝑁 ,
тодi рекурентна дiаграма 𝑅𝑃 є масивом точок, де ненульовий елемент з коор-
динатами (𝑖, 𝑗) вiдповiдає випадку, коли вiдстань мiж 𝑥𝑗 та 𝑥𝑖 менше 𝜀:

𝑅𝑃 𝑖,𝑗 = Θ(𝜀− ‖𝑥𝑖 − 𝑥𝑗‖) , 𝑥𝑖, 𝑥𝑗 ∈ 𝑅𝑚, 𝑖, 𝑗 = 1, . . . 𝑁, (2)

де 𝜀 — розмiр оточення точки 𝑥𝑗, ‖𝑥𝑖 − 𝑥𝑗‖ — вiдстань мiж точками, Θ(∙) —
функцiя Хевiсайда.

Аналiз топологiї дiаграми дозволяє класифiкувати процеси: визначати одно-
рiднi процеси з незалежними випадковими значеннями; процеси якi повiльно
змiнюють параметри; перiодичнi чи осцилюючi процеси, що вiдповiдають нелi-
нiйним системам i т.д. Чисельний аналiз рекурентних дiаграм дозволяє обчи-
слювати показники складностi структур рекурентних дiаграм, такi як показник
рекурентностi, показник детермiнiзму, показник ентропiї та iншi. Мiра рекурен-
тностi (recurrence rate, 𝑅𝑅)

𝑅𝑅 =
1

𝑁2

𝑁∑︁
𝑖,𝑗=1

𝑅𝑃 𝜀
𝑖,𝑗, (3)

показує щiльнiсть рекурентних точок. Цей показник вказує на ймовiрнiсть зна-
ходження рекурентної точки в РД (ймовiрнiсть повторення стану).

Наступний показник розглядає дiагональнi лiнiї. Частотний розподiл дов-
жин 𝑙 дiагональних лiнiй в 𝑅𝑃 , 𝑃 𝜀 (𝑙) = {𝑙𝑖; 𝑖 = 1 . . . 𝑁𝑙}, де 𝑙𝑖 — довжина 𝑖-ї
дiагональної лiнiї, а 𝑁𝑙 — кiлькiсть дiагональних лiнiй. Стохастичнi ЧР можуть
породжувати дуже короткi дiагоналi або зовсiм не породжувати їх, у той час
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як детермiнiстичнi процеси дають довгi дiагоналi i малу кiлькiсть окремих ре-
курентних точок. Таким чином, спiввiдношення рекурентних точок

𝐷𝐸𝑇 =

∑︀𝑁
𝑙=𝑙𝑚𝑖𝑛

𝑙𝑃 𝜀(𝑙)∑︀𝑁
𝑖,𝑗 𝑅

𝜀
𝑖,𝑗(𝑙)

, (4)

називається показником детермiнiзму (determinism, 𝐷𝐸𝑇 ). Дiагональнi стру-
ктури показують час, протягом якого дiлянка траєкторiї пiдходить достатньо
близько до iншої дiлянки траєкторiї. Таким чином, цi лiнiї дозволяють судити
про вiдхилення елементiв траєкторiї.

Середня довжина дiагональних лiнiй

𝐿 =

∑︀𝑁
𝑙=𝑙𝑚𝑖𝑛

𝑙𝑃 𝜀(𝑙)∑︀𝑁
𝑙=𝑙𝑚𝑖𝑛

𝑃 𝜀(𝑙)
, (5)

це середнiй час, протягом якого двi дiлянки траєкторiї проходять близько одна
до одної i може розглядатися як середнiй час передбачуваностi.

Показник ентропiї (entropy, 𝐸𝑁𝑇𝑅) вiдноситься до ентропiї частотного роз-
подiлу довжин дiагональних лiнiй.

𝐸𝑁𝑇𝑅 = −
𝑁∑︁

𝑙=𝑙𝑚𝑖𝑛

𝑝 (𝑙) ln𝑝(𝑙) , (6)

де 𝑝 (𝑙) = 𝑃 𝜀(𝑙)∑︀𝑁
𝑙=𝑙𝑚𝑖𝑛

𝑃 𝜀(𝑙)
i вiдображає складнiсть детермiнiстичної складової в си-

стемi.
Розглянемо точку траєкторiї 𝑥𝑖 i множину пов’язаних з нею рекурентних то-

чок, якi формують вертикальнi структури на РД. Позначимо
𝑃𝑖 (𝑣) = {𝑣𝑘; 𝑘 = 1, 2, . . . , 𝐾} множину довжин вертикальних структур i визна-
чимо розподiл довжин вертикальних лiнiй 𝑃 𝜀(𝑣) для всього 𝑅𝑃 взагалi. Мiра
замирання (laminarity, 𝐿𝐴𝑀)

𝐿𝐴𝑀 =

∑︀𝑁̃
𝑣=𝑣𝑚𝑖𝑛

𝑣𝑃 𝜀(𝑣)∑︀𝑁
𝑖,𝑗 𝑅𝑃

𝜀
𝑖,𝑗

, (7)

визначається вiдношенням кiлькостi рекурентних точок, якi формують верти-
кальнi лiнiї, до загальної кiлькостi рекурентних точок. Величина 𝐿𝐴𝑀 характе-
ризує наявнiсть станiв застигання системи (тобто коли рух системи по фазовiй
траєкторiї зупиняється або рухається дуже повiльно). Середня довжина верти-
кальних структур

𝑇𝑇 =

∑︀𝑁̃
𝑣 𝑣𝑃

𝜀(𝑣)∑︀𝑁
𝑖,𝑗 𝑃

𝜀(𝑣)
, (8)

називається мiрою часу зупинки (trapping time, 𝑇𝑇 ) i характеризує середнiй
час, який система може провести в околицi певного стану.

3. Самоподiбнi часовi ряди. Завдання сучасної нелiнiйної фiзики, радiо-
електронiки, теорiї управлiння та обробки зображень вимагають розробки та
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застосування нових математичних моделей, методiв та алгоритмiчного забезпе-
чення для аналiзу даних. Як показали численнi дослiдження, багато стохасти-
чних процесiв у природi та технiцi обладають довгостроковою залежнiстю та
фрактальною структурою. Одними з перших реальних стохастичних процесiв,
у яких були виявленi самоподiбнi властивостi, були iнформацiйнi потоки даних
в телекомунiкацiйних мережах. Iснує велика кiлькiсть публiкацiй, присвячених
аналiзу самоподiбних властивостей трафiку та їх впливу на функцiонування та
якiсть обслуговування телекомунiкацiйної мережi. Iншим прикладом фракталь-
них стохастичних структур є сучаснi фiнансовi ринки. Аналiзуючи динамiку
виникнення дiлянок з рiзною фрактальною структурою, можна дiагностувати
та прогнозувати нестабiльнi стани (кризиси) ринку. Останнiм часом численнi
дослiдження показали, що багато бiоелектричних сигналiв мають фрактальну
структуру/Виразнi змiни у фрактальних характеристиках кардiо- та енцефало-
грам проявляються при рiзних захворюваннях, при змiнi розумового та фiзи-
чного навантаження на органiзм. Фрактальний аналiз бiоелектричних сигналiв
може бути основою для проведення статистичних дослiджень, що дозволить
сформулювати методики, якi будуть важливими i для клiнiчної практики [12,
13].

Самоподiбнiсть випадкових процесiв полягає в збереженнi ймовiрнiсних ха-
рактеристик при змiнi шкали часу. Стохастичний процес 𝑋(𝑡) є самоподiбним
з параметром 𝐻, якщо процес 𝑎−𝐻𝑋(𝑎𝑡) описується тими ж законами кiнцево-
мiрних розподiлiв, що i 𝑋(𝑡):

Law
{︀
𝑎−𝐻𝑋(𝑎𝑡)

}︀
= Law{𝑋(𝑡)}. (9)

Параметр 𝐻, 0 < 𝐻 < 1, вiдомий як показник Херста, представляє собою
ступiнь самоподiбностi процесу. Окрiм цього властивостi, показник 𝐻 > 0,5
характеризує мiру довгострокової залежностi стохастичного процесу. Це озна-
чає, що якщо часовий ряд протягом певного часу зростав (зменшувався), то з
ймовiрнiстю, близькою до показника Херста, ряд буде зберiгати цю тенденцiю
протягом аналогiчного промiжку часу [14].

4. Фрактальний броунiвський рух. Однiєю з найвiдомiших i простих
моделей стохастичної динамiки, що має монофрактальнi властивостi, є фра-
ктальний броунiвський рух (ФБР), який знайшов широке застосування в фiзи-
цi, хiмiї, бiологiї, економiцi та теорiї iнформацiйного трафiку.

Гаусiвський процес 𝑋(𝑡) називається фрактальним броунiвським рухом з
параметром 𝐻, 0 < 𝐻 < 1, якщо прирости випадкового процесу ∆𝑋 (𝜏) =
= 𝑋 (𝑡+ 𝜏)−𝑋(𝑡) мають розподiл такого вигляду:

𝑃 (∆𝑋 < 𝑥) =
1√

2𝜋𝜎0𝜏𝐻
∙
∫︁ 𝑋

−∞
Exp

[︂
− 𝑧2

2𝜎02𝜏 2𝐻

]︂
𝑑𝑧, (10)

де 𝜎0 — коефiцiєнт дифузiї. ФБР з параметром 𝐻 = 0,5 збiгається з класичним
броунiвським рухом. Прирости ФБР називають фрактальним гаусiвським шу-
мом (ФГШ). На рис. 1 вгорi представленi реалiзацiї ФБР, на рис. 1 внизу пред-
ставленi ФГШ, побудованi при значеннях показника Херста 𝐻 = 0.4, 0.6, 0.9.

5. Побудова чорно-бiлих i кольорових рекурентних дiаграм. Реку-
рентнi дiаграми легко вiзуалiзуються в чорно-бiлому форматi. Тодi рекурентнi
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Рис. 1. Реалiзацiї ФБР i ФГШ для рiзних значень 𝐻.

стани вiдображаються чорним кольором, а решта — бiлим. Кольоровi реку-
рентнi дiаграми конструюються шляхом iнтеграцiї аспекту кольору в рамках
iснуючих рекурентних дiаграм. Цей процес включає визначення змiнних або
параметрiв, якi пiдлягають вiзуалiзацiї кольорами, обрання вiдповiдної кольо-
рової палiтри, привласнення конкретних кольорiв кожному значенню змiнної та
їхнє впровадження в рекурентнi дiаграми. Такий пiдхiд дозволяє пiдкреслити
патерни, аномалiї чи iншi важливi аспекти даних, сприяючи кращому розумiн-
ню та аналiзу часових рядiв.

Для побудови кольорової дiаграми, обчислюється вiдстань мiж двома точка-
ми фазової траєкторiї. На вiдмiну вiд чорно-бiлої дiаграми, кожному значенню
вiдстанi призначається кольорова репрезентацiя. Кольорова репрезентацiя мо-
же бути отримана, наприклад, на основi лiнiйної iнтерполяцiї мiж двома визна-
ченими кольорами — початковим (синiй) та кiнцевим (червоний). Компоненти
RGB кольорової моделi для кожної точки обчислюються за допомогою виразу,
використовуючи числове значення, яке змiнюється вiд 0 до 1 (рис. 2).

Отриманi кольоровi дiаграми використовуються для ефективної вiзуалiзацiї
динамiки часових рядiв, сприяючи аналiзу змiн у часi та видiленню ключових
аспектiв даних. Використання лiнiйної iнтерполяцiї для формування кольоро-
вого спектру дозволяє створити градiєнтне кодування числових значень у ви-
глядi кольорiв, полiпшуючи сприйняття та розумiння динамiки дослiджуваних
часових рядiв.

6. Класифiкацiя рекурентних дiаграм з використанням залишко-
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Рис. 2. Градiєнтне кодування значень вiд 0 до 1.

вих нейронних мереж. Рекурентнi дiаграми виявляють рiзноманiтнi стру-
ктури в послiдовностi даних, такi як цикли, тренди, перiодичнiсть та iншi, i
можуть виявляти вiдхилення вiд нормальної динамiки даних, такi як аномалiї
та викиди. Хаотичнi реалiзацiї вiдрiзняються своєю структурою, яка пов’язана
з автокореляцiйними властивостями системи i вiдображається в рекурентних
дiаграмах. Змiна кореляцiйної структури системи призводить до змiни тополо-
гiї рекурентної дiаграми, дозволяючи класифiкувати спостережуванi часовi ря-
ди. Методи машинного навчання, зокрема глибокi нейроннi мережi, i особливо
згортковi нейроннi мережi, виявилися ефективними у класифiкацiї, забезпечу-
ючи найкращi результати розпiзнавання зображень, оскiльки вони враховують
двовимiрнi топологiї зображень, на вiдмiну вiд багатошарового перцептрона.

Основна iдея залишкової нейронної мережi полягає в тому, щоб передавати
iнформацiю через "залишковий блок"або "блок залишкового навчання" , який
додається до вихiдного сигналу [15–16].

Вхiдний тензор має форму (250, 250, 3), а потiм йому застосовується опе-
рацiя Zero Padding для додавання додаткових пiкселiв по краях. Перший етап
включає два послiдовних згортковi шари зi зменшенням розмiру за допомо-
гою стрибка та пiдвищенням глибини за рахунок використання фiльтрiв. Пi-
сля кожного згорткового шару застосовуються операцiї Batch Normalization та
активацiї ReLU.

Далi, на етапi 2, використовуються 3 згортковi блоки для подальшого змен-
шення розмiру та збiльшення глибини шляхом з’єднання кiлькох згорткових
шарiв.

Згортковий блок складається з 2 частин i використовується в архiтектурi
залишкових мереж для покращення збiжностi i зменшення можливого градi-
єнтного зникнення пiд час тренування глибоких нейронних мереж. Основний
шлях включає три згорткових компоненти. Кожен компонент доповнюється ша-
рами нормалiзацiї партiї та активацiї ReLU. Скорочений шлях складається з
одного згорткового компонента до якого додано один шар нормалiзацiї та один
шар активацiї ReLU

У фiнальному кроцi значення з основного шляху додається до значення з
скороченого шляху з використанням операцiї додавання, i результат проходить
через активацiю ReLU. Цей згортковий блок дозволяє градiєнтам просуватися
бiльш ефективно через мережу, уникати проблем градiєнтного зникнення та
сприяє навчанню.

Аналогiчно, на етапi 3 застосовуються 4 подiбнi блоки для подальшого вдо-
сконалення властивостей внутрiшнiх репрезентацiй. Пiсля цього застосовується
операцiя Flatten для перетворення тривимiрного тензора у вектор, пiсля чого
використовується Dropout для регуляризацiї та запобiгання перенавчання. За-
вершальна частина мережi включає кiлька повнозв’язаних шарiв з активацiєю
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ReLU та останнiй повнозв’язаний шар з активацiєю softmax для виведення оцi-
нок ймовiрностей для кожного класу. Кiлькiсть вихiдних нейронiв останнього
Dense шару дорiвнює кiлькостi класiв у вашому завданнi класифiкацiї.

7. Результати дослiджень модельних даних. Проведений у роботi ре-
курентний аналiз виявив суттєвi вiдмiнностi як у вiзуальнiй топологiї, так i у
числових характеристиках реалiзацiй ФБД i ФГШ. У всiх випадках проявляє-
ться певна залежнiсть структури та кiлькiсних характеристик РД вiд ступеня
самоподiбностi.

У таблицi 1 наведенi значення кiлькiсних характеристик РД, усередненi за
реалiзацiями довжиною 1000 значень. Структурнi вiдмiнностi знайшли своє вiд-
ображення в кiлькiсних характеристиках. У табл. 1 поданi середнi значення
характеристик РД (лiва колонка для ряду приростiв, а права для кумулятив-
ного ряду), що демонструє, що зi зростанням показника Херста збiльшуються
детермiнiстичнi складовi, а отже, передбачуванiсть ЧР. Цiкаво вiдзначити, що
хоча щiльнiсть точок (𝑅𝑅) у реалiзацiй ФБД на порядок нижче, нiж у ФГШ,
середня довжина дiагональних лiнiй (𝐿) i середнiй час, який система може про-
вести в певному станi (𝑇𝑇 ), у декiлька разiв бiльше. Мiра детермiнiзму (𝐷𝐸𝑇 )
в обох випадках близька до показника Херста 𝐻 i може бути використана як
додатковий критерiй самоподiбностi ЧР.

Таблиця 1.
Кiлькiснi характеристики РД для ФБР i ФГШ.

𝐻 𝑅𝑅 𝐷𝐸𝑇 𝐿
ФГШ ФБР ФГШ ФБР ФГШ ФБР

0,6 0,188 0,027 0,615 0,684 2,763 3,866
0,7 0,192 0,035 0,696 0,752 2,821 8,371
0,8 0,204 0,044 0,780 0,858 2,937 15,959
0,9 0,228 0,049 0,889 0,937 3,180 23,292

𝐸𝑁𝑇𝑅 𝐿𝐴𝑀 𝑇𝑇
ФГШ ФБР ФГШ ФБР ФГШ ФБР
1,206 1,826 0,476 0,824 2,659 4,010
1,254 2,871 0,544 0,880 2,776 9,547
1,342 3,330 0,616 0,910 2,898 16,352
1,508 3,831 0,717 0,937 3,207 22,235

На рис. 3 поданi типовi реалiзацiї та РД для ФГШ з показником Херста
(лiворуч) та (праворуч). При зростаннi показника Херста проявляється нерiв-
номiрна структурованiсть фазового простору, яка вiдсутня для рядiв з пара-
метром Херста, близьким до 0,5. На РД реалiзацiї з великою персистентнiстю
вирiвнюються вздовж дiагональної лiнiї, тодi як для рядiв з невеликим параме-
тром Херста рекурентнi точки заповнюють бiльшу область фазового простору.

На рис. 4 представленi реалiзацiї та дiаграми ФГШ з показником Херста
𝐻 = 0,6 (лiворуч) та 𝐻 = 0,9 (праворуч). Вiзуально чорно-бiлi рекурентнi дiа-
грами не мають вiдмiнностей, але кольоровi дiаграми вже мають слабо помiтну
рiзницю в структурi.
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Рис. 3. Реалiзацiї та РД для ФБР, при 𝐻 = 0,6 (лiворуч) та 𝐻 = 0,9
(праворуч).

8. Класифiкацiя рекурентних дiаграм за допомогою залишкової
нейронної мережi. Для дослiдження було обрано 2 класи ФБР з
𝐻 = (0,45; 0,55) та 𝐻 = (0,65; 0,9) довжиною 250 значень.

У межах дослiдження було проведено порiвняння двох пiдходiв до класифi-
кацiї часових рядiв: використання нейронних мереж у поєднаннi з чорно-бiлими
та кольоровими рекурентними дiаграмами. Для класифiкацiї використовува-
лась залишкова нейронна мережа описана вище.

На даних якi не брали участь в тренуваннi нейронної мережi, пiдхiд з ко-
льоровими дiаграмами показав точнiсть класифiкацiї 100% для ФБР i 99,99%
для ФГШ. Пiдхiд з чорно-бiлими дiаграмами показав 96.25% для. ФБР i 75,45%
для ФГШ (табл. 2).

Результати пiдкреслюють важливiсть вибору типу дiаграми, що впливає на
точнiсть класифiкацiї часових рядiв з використанням нейронних мереж. Зокре-

Наук. вiсник Ужгород. ун-ту, 2023, том 43, № 2 ISSN 2616-7700 (print), 2708-9568 (online)



104 П. П. ЗIНЧЕНКО

Рис. 4. Реалiзацiї та РД для ФГШ, при 𝐻 = 0,6 (лiворуч) та 𝐻 = 0,9
(праворуч).

Таблиця 2.
Точнiсть класифiкацiї ФБР i ФБШ

ФБР ФГШ
Кольоровi

РД
100% 99,99%

Чорно-бiлi
РД

96,25% 75,45%

ма виявленi вiдмiнностi мiж чорно-бiлими та кольоровими дiаграмами, пiдкре-
слюючи потенцiал кольорової iнформацiї для полiпшення результатiв класифi-
кацiї.

9. Висновок. У роботi був проведений порiвняльний рекурентний аналiз
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самоподiбних ЧР. Показано, що основним параметром, що впливає на структуру
та кiлькiснi показники РД, є показник Херста.

Також в роботi було проведено експеримент з класифiкацiї часових рядiв
ФБР з рiзними показниками Херста з використанням нейронних мереж i ре-
курентних дiаграм. Окрiм звичайного методу побудови рекурентних дiаграм,
був використаний модифiкований пiдхiд, який включав створення кольорових
дiаграм. Результати показали значне покращення точностi класифiкацiї ФБР
з рiзними показниками Херста при використаннi кольорових дiаграм. Таким
чином, для класифiкацiї рекомендується використовувати кольоровi дiаграми.

Цi висновки надають цiннi практичнi вказiвки для вибору оптимального
пiдходу в залежностi вiд вимог i характеру часових даних. Отриманi резуль-
тати, мають важливе значення i можуть слугувати основою для подальших
дослiджень i оптимiзацiї методологiї з метою максимiзацiї продуктивностi кла-
сифiкацiї часових рядiв на основi нейронних мереж i кольорових рекурентних
дiаграм.
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Zinchenko P. P. Recurrent analysis of self-similar time series.

The work explores a method for analyzing the complexity of time series dynamics - the
construction of recurrent diagrams. A comparative analysis is conducted for self-similar
stochastic realizations depending on the values of the Hurst exponent. A method for
constructing colored recurrent diagrams to visualize the dynamics of time series is proposed.
The time series are classified based on their recurrent diagrams, utilizing a residual neural
network for classification. Experimental results confirm that the use of colored diagrams
significantly improves the accuracy of classification. Thus, it is demonstrated that colored
recurrent diagrams, together with residual neural networks, are powerful tools for the
classification and analysis of self-similar time series.

Keywords: recurrent analysis, recurrence plot, Hurst exponent, residual neural networks,
time series classification.
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