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ФОРМАЛIЗАЦIЯ ОЗНАК ЕКГ-СИГНАЛIВ ДЛЯ ПОБУДОВИ
МОДЕЛЕЙ МАШИННОГО НАВЧАННЯ

ЕКГ, або електрокардiограма, — це метод неiнвазивного дослiдження, який дозво-
ляє зафiксувати електричну активнiсть серця за допомогою спецiальних електродiв,
розташованих на шкiрi. Цей метод використовується для оцiнки ритму серця, виявле-
ння порушень електричної провiдностi, а також для дiагностики рiзноманiтних серце-
вих патологiй, таких як iшемiя, iнфаркт мiокарда та аритмiї. Завдяки своїй простотi
та доступностi, ЕКГ є одним iз основних iнструментiв у кардiологiї для монiторингу
стану пацiєнта як у стацiонарних, так i в амбулаторних умовах.

Пiдготовка сигналу ЕКГ до машинного навчання — це комплекс процесiв, що вклю-
чає кiлька ключових етапiв для забезпечення високої якостi даних i їх оптимальної
придатностi для аналiзу. Спочатку проводиться попередня обробка сигналу, яка по-
лягає у фiльтрацiї для усунення шумiв та артефактiв, наприклад, базового дрейфу
чи високочастотних перешкод. Далi виконується нормалiзацiя, яка забезпечує одно-
рiднiсть даних, приводячи амплiтуди сигналу до спiльного масштабу та знижуючи
вплив зовнiшнiх факторiв.

Наступним етапом є сегментацiя, коли безперервний сигнал розбивається на окре-
мi фрагменти навколо пiкiв R, що дозволяє видiлити окремi комплекси серцевих ско-
рочень. Пiсля цього проводиться видiлення ознак: з кожного сегмента вилучаються
ключовi характеристики, такi як тривалiсть iнтервалiв, амплiтуди окремих хвиль,
а також часово-частотнi параметри. Цi ознаки допомагають моделi розрiзняти нор-
мальнi та патологiчнi стани серця. Завершальним кроком є перетворення обробленого
сигналу у формат, зручний для подачi в алгоритми машинного навчання. Такий ком-
плексний пiдхiд дозволяє ефективно навчати моделi розпiзнавати закономiрностi в
роботi серця, що є основою для дiагностики та прогнозування рiзних кардiологiчних
станiв.

Дана стаття присвячена побудовi алгоритмiв для пiдготовки даних цифрової кар-
дiограми до машинного навчання. Розроблений алгоритм дозволяє отримати стати-
стичнi характеристики цифрової кардiограми, що дає можливiсть використати їх в
подальшому аналiзi з використанням методiв машинного навчання.

Ключовi слова: електрична цифрова кардiограма, ектопiчнiсть, статистичнi хара-
ктеристики, машинне навчання, сегментацiя.

1. Вступ.

Постановка проблеми. Сигнал ЕКГ характеризується високим рiвнем шу-
мiв, артефактiв та природною варiабельнiстю мiж пацiєнтами, що ускладнює
його безпосереднє застосування в алгоритмах машинного навчання. Необхiдно
розробити комплексний пiдхiд, який включає попередню обробку сигналу з ме-
тою видалення небажаних компонентiв, нормалiзацiю для приведення даних до
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єдиного масштабу, а також сегментацiю сигналу на окремi комплекси для то-
чного визначення ключових елементiв, таких як пiки R, комплекси QRS, QS, P
та T хвилi.

Аналiз останнiх дослiджень i публiкацiй. Пошук матерiалiв для статтi
було здiйснено за термiнами «ECG», «ventricular», «supraventricular», «fibrilati-
on» та «machine learning» у перiод з сiчня 2010 року по лютий 2025 року. Обранi
дослiдження зосередженi на визначеннi та побудовi базових принципiв форму-
вання математичної моделi, що стосуються як окремих аспектiв електрокардiо-
графiчних сигналiв, так i можливостей застосування методiв машинного навча-
ння для їх аналiзу [2, 5, 7]. Бiльшiсть публiкацiй мають вузьку спецiалiзацiю,
розглядаючи частиннi випадки, що дозволяє виокремити окремi характеристи-
ки, якi можна iнтегрувати у загальну базову модель. Проте практичнi аспекти
реалiзацiї математичної моделi з використанням сучасних програмних засобiв,
зокрема при застосуваннi машинного навчання для автоматизованого аналiзу
сигналiв, залишаються вiдкритими i потребують подальшого дослiдження.

Мета статтi. Метою даної статтi є дослiдження практичних аспектiв пiдго-
товки даних електрокардiографiї (ЕКГ) для застосування алгоритмiв машин-
ного навчання. Особлива увага придiляється використанню вiдкритих наборiв
даних ЕКГ, якi забезпечують доступ до великої кiлькостi даних для тренування,
тестування та валiдацiї моделей.

2. Виклад основного матерiалу. З метою структурованого пiдходу до
аналiзу даних ЕКГ та побудови ефективних алгоритмiв необхiдно створити ма-
тематичну модель процесу. Для її реалiзацiї ми використовуватимемо мову про-
грамування Python, що вирiзняється широким спектром бiблiотек для обробки
даних, машинного навчання та аналiзу сигналiв. Крiм того, iнтеграцiя вiдкри-
тих датасетiв ЕКГ дозволить не лише розширити обсяг даних для тренування i
валiдацiї моделей, але й забезпечити бiльш глибокий аналiз та перевiрку отри-
маних результатiв.

В якостi джерела вiдкритих датасетiв було обрано набори MIT-BIH Database.
Цей набiр даних був розроблений у спiльнiй роботi Массачусетського техноло-
гiчного iнституту (MIT) та Beth Israel Deaconess Medical Center [9] i широко
використовується в медичних дослiдженнях завдяки високiй якостi записiв i
рiзноманiттю патологiчних випадкiв.

Для початку визначимо основнi моделi для даних.

1 class PhysioNetDataset(str , Enum):
2 MIT_BIH_ARRHYTHMIA = "mitdb" # Аритмiї
3 MIT_BIH_AFIB = "afdb" # Фiбриляцiя передсердь
4 MIT_BIH_SUPRAVENTRICULAR = "svdb" # Надшлуночковi аритмiї
5 MIT_BIH_NORMAL = "nsrdb" # Нормальний ритм
6 MIT_BIH_MALIGNANT_VENTRICULAR = "vfdb" # Шлуночковi аритмiї

Цей клас описує набiр датасетiв з PhysioNet, якi використовуються для ана-
лiзу екстрасистол. Наприклад, значення "mitdb" вiдповiдає аритмiям, "afdb"
— фiбриляцiї передсердь, "svdb" — надшлуночковим аритмiям, "nsrdb" — нор-
мальному ритму, а "vfdb" представляє набiр даних, пов’язаний iз шлуночковою
фiбриляцiєю. Використання такого пiдходу спрощує роботу з рiзними джерела-
ми даних, забезпечує однозначну iдентифiкацiю кожного набору.

Датасет органiзовано за допомогою формату WFDB i складається з декiль-
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кох типiв файлiв, що забезпечують як сам сигнал, так i супутню анотацiйну
iнформацiю. Основнi компоненти структури даних:

Файл заголовкiв (.hea): мiстить метаданi ЕКГ, зокрема кiлькiсть сигналiв,
частоту дискретизацiї, кiлькiсть семплiв, параметри перетворення аналогово-
го сигналу у цифровий (наприклад, коефiцiєнти масштабування, базову лiнiю
тощо).

Файл анотацiй (.atr або .ann): мiстить iнформацiю про кардiологiчнi подiї,
зокрема, позицiї (номери семплiв), де вiдбуваються окремi удари, а також їх
класифiкацiю (наприклад, нормальний ритм, рiзнi види аритмiй тощо). Анота-
цiї дозволяють пов’язати конкретнi фрагменти сигналу з подiями, що є ключо-
вим для розробки та валiдацiї алгоритмiв автоматичного аналiзу.

Файл даних (.dat): зберiгає необробленi цифровi значення сигналiв. Зазви-
чай данi представленi у виглядi 12- або 16-бiтових чисел, що вiдображають
амплiтуду електрокардiографiчного сигналу для кожного каналу. Як приклад,
наведемо частину ЕКГ з датасету svdb #821, що зображено на рисунку 1:

Рис. 1. Фрагмент ЕКГ.

На рисунку бачимо наявнiсть сигналу у двох вiдведеннях - позначених вiд-
повiдно ECG1 та ECG2[10]. Додатково нанесено анотацiю для кожного удару. В
даному випадку нормальний сегмент позначається крапкою, а вироджений вiд-
повiдною лiтерою(s - supraventricular). Для роботи з типами серцевих скорочень
створимо клас:

1 class BeatAnnotation(str , Enum):
2 # Normal & Bundle branch
3 NORMAL = "N" # Normal beat
4 LEFT_BBB = "L" # Left bundle branch block beat
5 RIGHT_BBB = "R" # Right bundle branch block beat
6 # Atrial
7 ATRIAL_PREMATURE = "A" # Atrial premature beat
8 ABERRATED_ATRIAL = "a" # Aberrated atrial premature beat
9 ATRIAL_ESCAPE = "e" # Atrial escape beat

10 # Supraventricular
11 SUPRAVENTRICULAR_PREMATURE = "S" # Supraventricular beat

Роздiл 2: Iнформатика, комп’ютернi науки та прикладна математика
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12 # Ventricular
13 PVC = "V" # Premature ventricular contraction
14 V_ESCAPE = "E" # Ventricular escape beat
15 ...
16

17 @classmethod
18 def normal(cls):
19 return {cls.NORMAL , cls.LEFT_BBB , cls.RIGHT_BBB}
20

21 @classmethod
22 def atrial(cls):
23 return {cls.ATRIAL_PREMATURE , cls.ABERRATED_ATRIAL , cls.

ATRIAL_ESCAPE}
24

25 @classmethod
26 def supraventricular(cls):
27 return {cls.SUPRAVENTRICULAR_PREMATURE}
28

29 @classmethod
30 def ventricular(cls):
31 return {cls.PVC , cls.V_ESCAPE}
32 ...

Кожен елемент перелiку представляє конкретний тип удару, наприклад,
"N"для нормального ритму, "L"та "R"для блокад лiвої або правої гiлки, "V"для
шлуночкової екстрасистоли тощо. Крiм того, клас включає методи, що групу-
ють окремi типи ударiв за категорiями (normal, atrial, supraventricular, ventri-
cular).

На наступному етапi створимо клас для завантаження сигналiв iз вказаних
датасетiв та їх локального кешування.

1 class PhysioNetLoader:
2 def __init__(self , dataset: PhysioNetDataset):
3 self._dataset = dataset.value
4 os.makedirs(f"{DATA_DIR }/{ self._dataset}", exist_ok=True)
5

6 @property
7 def _data_path(self):
8 return os.path.join(DATA_DIR , self._dataset)
9

10 def get_local_record_list(self , only_dat=False):
11 dat_files = get_file_names_in_dir(self._data_path , ".dat")
12 if only_dat:
13 return dat_files
14 else:
15 atr_files = get_file_names_in_dir(self._data_path , ".atr

")
16 hea_files = get_file_names_in_dir(self._data_path , ".hea

")
17 return dat_files \& atr_files \& hea_files
18

19 def download_record(self , record_id):
20

21 try:
22 os.chdir(self._data_path)
23 wfdb.dl_files(
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24 self._dataset ,
25 dl_dir=".",
26 files=[
27 f"{record_id }.dat",
28 f"{record_id }.hea",
29 f"{record_id }.atr",
30 ], # noqa E501
31 )
32 print(f"Запис {record_id} завантажено!}
33 ")
34 except FileNotFoundError:
35 print(f"Запис {record_id} не знайдено")

Основними його можливостями є отримання запису або з локального кешу,
або завантаження безпосередньо з PhysioNet.

Отримання списку записiв: метод get_local_record_list дозволяє отримати
список записiв, що вже завантаженi локально, за умови наявностi файлiв з
розширеннями .dat, .atr i .hea. Метод get_record_list використовує функцiю з
бiблiотеки wfdb для отримання списку всiх записiв iз вибраного датасету без-
посередньо з PhysioNet.

Завантаження записiв: метод download_record завантажує окремий запис за
вказаним iдентифiкатором. Метод download_all_records автоматизує заванта-
ження всiх записiв iз датасету, перебираючи отриманий список записiв. Метод
load_out_record завантажує запис з PhysioNet, якщо його немає локально, а та-
кож зберiгає його локально за потребою. Метод load_record перевiряє наявнiсть
запису локально та, залежно вiд цього, викликає вiдповiдний метод завантаже-
ння.

Завантаження та збереження локальних записiв: load_local_record заванта-
жує запис, його анотацiї та заголовок iз локальної директорiї. check_record_exists
перевiряє, чи iснують у локальному сховищi всi необхiднi файли для запису.
Методи save_record_local, save_annotations_local та save_headers_local вiдпо-
вiдають за збереження вiдповiдних компонентiв запису у локальну директорiю.

Створивши iнструмент для отримання записiв, можна перейти до пiдготовки
даних до навчання. Для навчання потрiбно сформувати два масиви - матрицю
ознак та цiльову змiнну. Вони вiдповiдно позначаються X та у. X представля-
ється у виглядi матрицi, де кожен рядок вiдповiдає окремому зразку (спосте-
реженню), а кожен стовпець — конкретнiй ознацi. Вiдповiдно y є вектором, де
кожне значення вiдповiдає одному зразку в X. Цi позначення є стандартними,
оскiльки вони застосовуються як у випадку простих моделей, так i у бiльш
складних глибоких нейронних мережах. В процесi дослiдження розглядалися 3
способи побудови матрицi ознак. Першим способом є передача на вхiд цiлого
фрагменту ЕКГ, який вiдповiдає конкретному церцевому удару. В такому ви-
падку розмiрнiсть масиву X: X.shape = (n_samples, n_features), де n_features
залежить вiд частоти сигналу та тривалостi серцевого скорочення. Графiчно це
можна зобразити наступним чином (див. рисунок 2):

Роздiл 2: Iнформатика, комп’ютернi науки та прикладна математика



ФОРМАЛIЗАЦIЯ ОЗНАК ЕКГ-СИГНАЛIВ ДЛЯ ПОБУДОВИ . . . 267

Рис. 2. Нормальне та ектопiчне скорочення.

Визначимо клас, який буде описувати цю модель:
1 class PrepareECGToLearn:
2 def __init__(
3 self ,
4 dataset: PhysioNetDataset ,
5 beat_label_map: BeatAnnotationLabelMap ,
6 samples=1,
7 ):
8 self._dataset = dataset
9 self._beat_label_map = beat_label_map

10 self._loader = PhysioNetLoader(self._dataset)
11 self._samples = samples
12 self._records = {}
13 self._annotations = {}
14 self._headers = {}
15

16 def _load_signals(self , rec_name):
17 record = self._records.get(rec_name)
18 annotation = self._annotations.get(rec_name)
19 header = self._headers.get(rec_name)
20 if not (record and annotation and header):
21 record , annotation , header = self._loader.load_record(
22 rec_name , save_locally=True
23 ) # noqa 501
24 self._records[rec_name] = record
25 self._annotations[rec_name] = annotation
26 self._headers[rec_name] = header
27 return record , annotation , header
28

29 @staticmethod
30 def get_segment_label(segment , ann_samples , ann_symbols):
31 start = segment["Index"].min()
32 end = segment["Index"].max()
33 indices = np.where(( ann_samples >= start) \& (ann_samples

<= end))[0]
34 if len(indices) > 0:
35 center = (start + end) // 2
36 closest_idx = indices[
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37 np.argmin(np.abs(ann_samples[indices] - center))
38 ] # noqa 501
39 return ann_symbols[closest_idx]
40 else:
41 return None
42

43 def prepare_signal_to_learn(self , rec_name):
44 _segments = []
45 _labels = []
46 record , annotation , header = self._load_signals(rec_name)
47 signal = record.p_signal[:, 0] # одне вiдведення
48 sampling_rate = record.fs
49 ecg_signals , info = nk.ecg_process(signal , sampling_rate=

sampling_rate)
50 r_peaks = info["ECG_R_Peaks"]
51 epochs = nk.epochs_create(
52 signal ,
53 events=r_peaks ,
54 sampling_rate=sampling_rate ,
55 epochs_start =-0.3,
56 epochs_end =0.3,
57 )
58 annotation_samples = annotation.sample
59 annotation_symbols = annotation.symbol
60 for _, epoch in epochs.items ():
61 segment_symbol = self.get_segment_label(
62 epoch , annotation_samples , annotation_symbols
63 ) # noqa 501
64 if not segment_symbol:
65 continue
66 segment_label = self._beat_label_map.beat_to_label(

segment_symbol)
67 if segment_label < 0:
68 continue
69 _segments.append(epoch["Signal"])
70 _labels.append(segment_label)
71 return _segments , _labels
72

73 def prepare_epoch_data(self):
74 all_segments = []
75 all_labels = []
76 # Отримуємо список записiв
77 records = self._loader.get_local_record_list ()
78 for record in random.sample(list(records), self._samples):
79 segments_ , labels_ = self.prepare_signal_to_learn(

record)
80 all_segments.extend(segments_)
81 all_labels.extend(labels_)
82 _X = np.array(all_segments)
83 # Додавання вимiру для каналу: (n_samples, segment_length, 1)
84 _X = _X[..., np.newaxis]
85 _y = np.array(all_labels)
86 return _X, _y
87

88 def prepare_stats_data(self , rec_name):
89 record , _annotation , _header = self._load_signals(rec_name)
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90 signal = record.p_signal[:, 0] # одне вiдведення
91 ecg = ECG(signal)
92 ecg.analyze ()
93 return ecg

Розглянемо основнi компоненти.
1) Iнiцiалiзацiя та кешування даних;

При створеннi об’єкта класу передаються вибраний датасет (типу Physi-
oNetDataset), мапа мiток ударiв (BeatAnnotationLabelMap) та кiлькiсть за-
писiв, якi необхiдно обробити. У конструкторi iнiцiалiзується завантажувач
даних та створюються словники для зберiгання завантажених записiв, ано-
тацiй та заголовкiв.

2) Завантаження сигналiв;
Метод _load_signals перевiряє наявнiсть запису, анотацiй та заголовка в
кешi. Якщо якихось компонентiв немає, викликається завантаження запи-
су за допомогою PhysioNetLoader, пiсля чого отриманi данi зберiгаються в
словниках для подальшого використання.

3) Видiлення сегментiв та визначення мiтки;
Метод prepare_signal_to_learn отримує сигнал з одного вiдведення запи-
су та обчислює iнформацiю про обробку ЕКГ за допомогою бiблiотеки
NeuroKit2. Далi використовуючи nk.epochs_create сигнал розбивається на
сегменти (епохи) навколо кожного R-пiку. Для кожного сегмента викликає-
ться статичний метод get_segment_label, який знаходить вiдповiдну анота-
цiю всерединi сегмента i повертає вiдповiдний символ. Цей символ перетво-
рюється на числову мiтку через мапу мiток (beat_label_map), а сегмент та
його мiтка додаються до спискiв.

4) Пiдготовка кiнцевих даних для навчання;
Метод prepare_epoch_data вибирає випадковим чином задану кiлькiсть за-
писiв iз сховища, обробляє кожен з них, збираючи сегменти та вiдповiднi
мiтки, пiсля чого формує два масиви:
_X – масив сегментiв сигналу;
_y – масив мiток.

5) Обчислення статистичних характеристик;
Метод prepare_stats_data завантажує сигнал запису та передає його об’єкту

класу ECG, пiсля чого викликає аналiз сигналу через метод analyze(). Це до-
зволяє отримати статистичну iнформацiю, що буде використана для додаткової
оцiнки сигналу.

Згiдно дослiджень [1], [4], [6] нейромережа Long Short-Term Memory (LSTM)
є хорошим вибором для навчання на даних у виглядi часових рядiв. На насту-
пному прикладi коду покажемо, як можна навчити модель розрiзняти надшлу-
ночковi екстрасистоли:

1 supraventricular_bynary_map = BeatAnnotationLabelMap(
2 {0: BeatAnnotation.normal (), 1: BeatAnnotation.supraventricular

()}
3 )
4

5 mit_db_preparation = PrepareECGToLearn(
6 dataset=PhysioNetDataset.MIT_BIH_SUPRAVENTRICULAR ,
7 beat_label_map=supraventricular_bynary_map ,
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8 samples=2,
9 )

10 X, y = mit_db_preparation.prepare_epoch_data ()
11 X_train , X_test , y_train , y_test = train_test_split(
12 X, y, test_size =0.2, random_state =42, stratify=y
13 )
14 # Побудова моделi LSTM
15 model = Sequential ()
16 model.add(LSTM(64, input_shape =(X.shape [1], 1)))
17 model.add(Dropout (0.2))
18 model.add(Dense(1, activation="sigmoid"))
19 model.compile(
20 optimizer=Adam(learning_rate =0.001) ,
21 loss="binary_crossentropy",
22 metrics =["accuracy"],
23 )
24 model.summary(print_fn=logging.info)
25 history = model.fit(
26 X_train ,
27 y_train ,
28 epochs =10,
29 batch_size =32,
30 validation_split =0.2,
31 callbacks =[ LoggingCallback ()],
32 ) # noqa 501
33 loss , accuracy = model.evaluate(X_test , y_test)

Результати навчання та модель зберiгаються у файл в директорiю
./data/saved_models. Наведемо приклад виводу: INFO - Форма даних X: (4830,
77, 1)

1 INFO - Форма мiток y: (4830 ,)
2 INFO - Model: "sequential"

Layer (type) Output Sh Param
lstm (LSTM) (None, 64) 16896
dropout (Dropout (None, 64) 0
dense (Dense) (None, 1) 65

1 Total params: 16 ,961 (66.25 KB)
2 Trainable params: 16,961 (66.25 KB)
3 Non -trainabl
4 e params: 0 (0.00 B)
5 Епоха 10: {’accuracy ’: 0.932 , ’loss’: 0.251 , ’val\_accuracy ’: 0.932 ,

’val\_loss ’: 0.246}

3. Висновки. Розроблена процедура автоматизує отримання, попередню
обробку та зберiгання ключових параметрiв ЕКГ-сигналу. Це дає можливiсть
швидко формувати готовi вибiрки для навчання моделей машинного навчання.
За рахунок автоматизацiї рутинних процесiв, можна здiйснювати серiї експе-
риментiв з рiзними наборами ознак, проводити їх порiвняння та вивчати вплив
на результат. Програмна реалiзацiя вiдповiдає основним принципам ООП, що
забезпечує модульнiсть та гнучкiсть у розширеннi функцiональностi. Це до-
зволяє легко масштабувати рiшення для роботи з рiзними наборами даних та
адаптувати його пiд новi данi.
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An ECG, or electrocardiogram, is a non-invasive method that records the heart’s elec-
trical activity via electrodes placed on the skin. It is used to assess heart rhythm, detect
conduction disorders, and diagnose a variety of cardiac pathologies such as ischemia, my-
ocardial infarction, and arrhythmias. Because of its simplicity and availability, the ECG is
one of the primary tools in cardiology for monitoring a patient’s condition in both inpatient
and outpatient settings.

Preparing an ECG signal for machine-learning analysis involves several key stages to
ensure high-quality data and optimal suitability for modelling. The process starts with
pre-processing, where filtering is applied to remove noise and artefacts, such as baseline
wander or high-frequency interference. Normalization then brings signal amplitudes to a
common scale, reducing the influence of external factors.

The next stage is segmentation, in which the continuous signal is divided into individ-
ual segments around the R peaks, allowing isolation of separate cardiac-cycle complexes.
Feature extraction follows: each segment is analyzed to obtain key characteristics such as
interval durations, wave amplitudes, and time-frequency parameters. These features en-
able the model to distinguish between normal and pathological heart conditions. The final
step is to convert the processed signal into a format suitable for input to machine-learning
algorithms.

This comprehensive approach facilitates effective model training to recognize cardiac
patterns, forming the basis for diagnosis and prognosis of various cardiological conditions.
The present article focuses on designing algorithms that prepare digital ECG data for
machine learning. The proposed algorithm yields statistical characteristics of the digital
ECG, which can subsequently be used in further analysis with machine-learning methods.

Keywords: digital electrocardiogram, ectopy, statistical features, machine learning, seg-
mentation.
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